
 
文章编号：1000-8055（2024）02-20210473-11　　　　　　　　　　doi：10.13224/j.cnki.jasp.20210473

基于改进 DRSN的航空发动机故障风险
预警模型

毛浩英，孙有朝，李龙彪，晏传奇

（南京航空航天大学 民航学院，南京 211106）

摘　　　  要：    航空发动机属于多发性故障机械，运用先进的计算训练方法可有效地实现准确的风险预警分

析，为发动机的运维指导提供参考。在发动机故障风险预警征兆数据集中提取多变量时间序列样本，将样本

矩阵化，转换为灰度图样本。预处理并增强图像数据样本，热编码化序列样本标签。深度残差收缩网络

（deep residual shrinkage network，DRSN）中融入深度注意力机制与带有阈值的残差收缩块，获取高判别性特征，

实现软阈值化。结合长短时记忆神经网络层与多个隐层，改进 DRSN模型，使用主成分分析重构特征与主元

提取，累积可解释方差贡献率为 93.7%。对潜在 20种故障征兆识别、分类并预警，训练精确度为 96.1%。提出

了改进 DRSN航空发动机故障风险预警模型，与其他算法相比有较强的鲁棒性，预警正确率至少提高 4.4%。
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Aeroengine fault risk early warning model based on improved DRSN

MAO Haoying， SUN Youchao， LI Longbiao， YAN Chuanqi

（College of Civil Aviation，
Nanjing University of Aeronautics and Astronautics，Nanjing 211106，China）

Abstract:   Aero-engine  is  a  kind  of  mechanical  equipment  with  possible  multi-fault  risk.  The
application  of  advanced  computing  training  method  can  effectively  realize  accurate  risk  early  warning
analysis, and provide reference for the guidance of engine operation and maintenance. Multivariable time
series  samples  were  extracted  from  the  early  warning  symptom  data  set  of  engine  failure  risk,  and  the
samples  were  matrix-transformed  into  gray  scale  samples.  Image  samples  were  preprocessed  and
enhanced,  and  sequence  sample  tags  were  thermally  encoded.  Deep  attention  mechanism  and  residual
shrinkage block with threshold were integrated into the deep residual shrinkage network (DRSN), so as to
obtain high discriminant features and realize soft thresholding. Combining long short term memory layers
with multiple hidden layers, DRSN model was improved, and principal component analysis was made to
reconstruct features and extract principal components. The cumulative interpretable variance contribution
rate  was  93.7%.  The  training  accuracy  for  identifying,  classifying,  and  warning  20  potential  fault
symptoms  was  96.1%.  An  improved  early  warning  DRSN  model  of  engine  fault  risk  was  proposed.
Compared with other algorithms, this model of strong robustness improved the accuracy by at least 4.4%.
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随着对航空发动机性能要求的不断提高，其

结构日益向轻量化和复杂化的方向发展，因此运

行状态检测和故障风险管理直接影响飞行的安全

性与可靠性[1-3]。基于时间序列故障数据，通过故

障风险预警可及时发现航空发动机潜在故障并判

断故障类型，迅速有效地指导发动机的使用和维

修管理任务，提高飞机安全运营的水平。预警分

析管理需要传感器采集系统的故障数据信息的支

持，借助各类智能推理算法对航空发动机进行预

测与健康管理（prognostics and health management，
PHM）[4-6]。

对于风险评估研究，传统分析方法在基础数

据与评估体系方面利用数学模型与公式推导出模

型指标数据等得到故障风险相关数据。常用的传

统方法包括回归分析、协方差矩阵、小波变换、

故障树分析法等[7]。传统分析方法可将已知故障

参数带入模型运算得到相关故障指标，但计算精

度需迭代运算，在时间与空间上产生开销。除传

统方法外，数据处理分析常用方法有机器学习方

法和深度学习方法。机器学习方法包括支持向量

机（support vector machine，SVM）、BP（back propa-
gation） 神 经 网 络 、 EM（expectation-maximization）
算法、朴素贝叶斯网络等[8]。

相比机器学习方法，深度学习在特征提取与

准确计算方面表现优异，以增量方式训练样本数

据，以学习复杂数据集隐性蕴含的低级与高级特

征。深度学习模型算法包括：卷积神经网络、循

环神经网络、对抗神经网络等[9]。文献 [6]提出一

种基于全航段快速存取记录器数据和卷积神经网

络的发动机状态辨识方法，辨识准确率达到 98%。

文献 [10]提出一种基于变分自编码器的故障预

警方法，提前故障报警时间点，具有时效性和适

应性。文献 [11]根据监测磨料颗粒浓度指数，得

到发动机健康状态等级隶属度，建立了有效的综

合评价体系。文献 [12]将自适应斜率引入 DRSN
模型[13-15]，试验结果表明，改进后的 DRSN模型具

有更好的降噪性能。

在故障风险领域中研究已取得一定进展，但

航空发动机采集器数据样本所属特征不明显，各

个故障种类阈值较难划分等问题亟待解决。基于

以上原因，本文提出了基于改进 DRSN的航空发

动机故障风险预警模型。结合长短时记忆神经网

络层（long short-term memory，LSTM） [16] 与深度模

型层，使用主成分分析（principal component analys-
is，PCA） [17] 实现特征重构与主元提取，训练改进

的 DRSN模型，利用深度注意力机制与残差模块

将数据特征软阈值化，增强有用特征通道，削弱

冗余特征通道，提升了潜在的 20种故障风险模式

预警精确性。 

1    深度学习网络模型

DRSN模型主要涉及三个模型算法：深度残

差网络（deep residual network，ResNet） [18]、软阈值

函数和注意力机制。针对数据样本的高判别性特

征筛选、解决梯度消失、梯度爆炸等问题，DRSN
模型相对于其他深度模型具有极大优越性。 

1.1   深度残差网络

深度学习目前的研究进展取决于初始权值选

择，局部感受野，权值共享等，但使用更深层的网

络时，依然与很多机器学习算法相同，要面对反

向传播时梯度消失这类传统难题。当模型的层次

加深时，模型层之间会产生退化问题，导致迭代

后得到的训练错误率比层数较少的模型更高。针

对此问题，基于残差的模块结构应运而生，引入

深度网络模型，最终形成 ResNet。

x

F（x）+ x

与一般网络模型相比，ResNet采用恒等路径

的方式跨模型层反向传播梯度信息，不会出现梯

度弥散现象，可使整体误差达到最小。图 1为

ResNet的残差模块结构示例，其中 为输入数据，

为经过模块转化的函数。

该思想来自图像处理中的残差向量编码，在

传统网络层中增加恒等映射函数，通过信息重构

将原问题转换为多个尺度的残差问题，也称为跨

层恒等路径。 

 

权重层

权重层

线性整流函数
x

恒等映射

x

线性整流函数

F(x)

F(x)+x

图 1    残差模块结构

Fig. 1    Residual module structure
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1.2   软阈值函数

软阈值函数使得很多带有噪声的数据样本在

模型训练上取得较好的效果。对特征的软阈值化

函数表达式为：

y =


x−τ x > τ

0 −τ ⩽ x ⩽ τ

x+τ x < τ
（1）

软阈值化输出的导数为：

y =


1 x > τ

0 −τ ⩽ x ⩽ τ

1 x < τ
（2）

可以看出软阈值化的函数导数是 0或 1，其
性质与线性整流函数（rectified linear unit，ReLU）

类似，因此可以用作网络模型层的激活函数，但

与 ReLU激活函数不同的是，软阈值化将负的重

要的特征值保存下来，软阈值化可有效降低样本

噪声、筛选高判别性特征值并避免梯度消失和梯

度爆炸。阈值的数值大小在网络中会根据数据样

本的特点自动生成，不需要人为操作。 

1.3   深度注意力机制网络

H W C

r x̂

注意力机制可从人类视觉的角度解释，例如

人在观察某类事物时通过扫描图像，快速发现目

标物体，会自动忽略周围其他环境因素，从而捕

获关于目标物体的更多细节。因此将注意力机制

运用在模型中，在数据筛选中可增强有用信息，

抑制冗余信息。深度注意力机制网络基本模块如

图 2所示，其中高为 ，宽度为 ，通道数为 ，步

长为 ，输出为 。
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图 2    深度注意力机制网络基本模块

Fig. 2    Basic module of deep attention mechanism network

在深度注意力机制网络中，每个特征样本根

据自身特点，拥有属于该样本的一组权重。这组

权重可以根据样本的特征重要度进行调整，加强

或削弱不同的数据样本通道。 

2    基于改进 DRSN的故障风险预警
模型

本文的故障风险预警模型由 LSTM与 DRSN
构成，在融入软阈值函数与深度注意力机制后，

最终形成基于改进 DRSN的故障风险预警模型。 

2.1   长短时记忆神经网络

xt t

ht−1 t−1 W f Wi

Wc Wo U f Ui Uc Uo b f bi bc

bo σ it ft ot ct t

LSTM是 RNN（recurrent  neural  network）的一

类变体，具有学习长距离数据样本的能力，LSTM
可以处理延迟过长的时间序列样本，避免梯度消

失或爆炸等问题。LSTM模型的基本模块包含细

胞状态、输入门、遗忘门、输出门。假设 为 时

刻的输入向量， 为 时刻的输出， 、 、

、 、 、 、 、 为权重矩阵， 、 、 、

为偏置向量， 为 Sigmoid函数， 、 、 、 为

时刻输入门、遗忘门、输出门的状态与记忆单元

状态。

时间序列样本首先经过遗忘门：

ft = s（W f xt +U f ht−1+ b f） （3）

输入门则根据输入数据与历史状态信息进行

数据更新：

it = σ（Wixt +Uiht−1+ bi） （4）

c̃t = tanh（Wc xt +Ucht−1+ bc） （5）

ct = ftct−1+ itc̃t （6）

输出门输出数据信息为：

ot = σ（Woxt +Uoht−1+ bo） （7）

ht = ot tanh ct （8）
 

2.2   深度残差收缩网络

DRSN与 ResNet模型类似，不同的是 DRSN
将深度注意力机制与软阈值化嵌入到 ResNet之
中，每一个网络模块都可看作局部的子网络，在

子网络中通过深度注意力机制抓住特征重点，学

习每一个数据样本特征的阈值范围，将不同特征

根据其特点进行不同程度的软阈值化。图 3表

示 DRSN的基本模块。

DRSN可克服传统学习模型在深层网络中训
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练数据样本时无法实现在非线性变换上的恒等映

射的困难，同时抑制噪声数据样本与冗余数据样

本对于特征阈值提取的干扰，使网络更倾向于学

习真正需要从样本中提取的信息。

xl

H（xl） H（xl）= F（xl）+ xl

F（xl）

wl+1 bl+1

xl+1 xl+1

α

xt

F（xl） xl+2

假设 为网络神经层 2的输入，需求解的函

数为 ，在残差网络中 ，于

是求解恒等映射函数 。通过网络神经层 2，
得到权重 ，偏移 ，同时经过批归一化层

（batch normalization，BN）批量标准化、ReLU函数

激活等操作得到 ，将 输入网络神经层 3。
在网络神经层 3构建一个收缩子网络，通过深度

注意力机制学习特征阈值 。将网络神经层 3没

有经过收缩子网络的输出 软阈值化，与残差项

相加得到 。

在 DRSN基本模块中，函数映射关系与每一

层的输出为：

H（xl）= F（xl）+ xl （9）

xl+1 = ReLU（wl+1xl+bl+1） （10）

x̃ = wl+2ReLU（wl+1xl+bl+1）+bl+2 （11）

xl+2 = xt +F（xl） （12）

xt =


x̃−τ x̃ > τ

0 −τ ⩽ x̃ ⩽ τ

x̃+τ x̃ < τ
（13）

 

2.3   基于改进 DRSN的故障风险预警网络结构

基于改进 DRSN的故障风险预警网络构成如

图 4所示。将结构为 16×16的灰度图格式传输

进入 LSTM输入层，以 2×2的卷积核进行 2D卷

积，在两层卷积计算层后添加池化层，提高网络

的容错能力。每隔两层卷积层添加一次深度注意

力机制网络与软阈值化子网络。

此结构重复 4次后，考虑训练集和预测集的

数据分布的不一致性且需保证非线性的获得与数

据稳定性，增加一个 BN层优化网络结构。输出

数据再次经过 Dropout与 ReLU函数减弱神经元

节点间的联合适应性与梯度耗散，增强模型的泛

化能力，最终通过一个全连接层输出故障风险预

警征兆分类。 

2.4   基于改进 DRSN的故障风险预警流程

在工程领域中，航空发动机的运行状态可分

为 4种情况，分别为正常状态、隐性异常状态、失

效状态与预防维修状态。在设备早期阶段发生风

险征兆时应立即采取预防与纠正措施，因此重点

在于关注航空发动机隐性异常状态。通过发动机

传感器采集数据提取故障风险预警征兆样本，通

过样本序列信号预处理，形成灰度图样本。

图 5为基于改进 DRSN的故障风险预警模型。

选取增加噪声的故障风险预警征兆数据样本，将

灰度图样本分类为训练集、验证集与测试集，把

训练集与验证集带入已建立好的故障风险预警模

型中训练并优化网络结构参数。将样本归一化并

转变为灰度图样本集放入故障风险预警模型中训

练后，经灰度图转为数组、反归一化，可得到原故

障风险预警模型样本与预警征兆分类标签的对应

关系。利用测试集测试模型的准确率，对发生的

隐性异常状态进行故障风险预警，并进行故障风
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Fig. 3    Basic module of deep attention mechanism network
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图 4    基于改进 DRSN的故障风险预警网络结构

Fig. 4    Network structure of fault risk early warning based on

improved DRSN
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险预警征兆分类诊断。确定故障类型后，应对该

故障立即采取预防与维修手段，使航空发动机故

障风险预警模型形成一条完整闭环。

当样本序列变化量达到或超出故障风险预警

征兆变化量范围时，应立即将航空发动机从运行

时的隐性异常状态转移到预防维修状态，确保发

动机始终处于自身最佳状态，可预防故障状态或

失效状态的发生，在最大程度上降低了隐性风险，

预防维修后发动机重新回到正常运营状态。
 

3    案例分析
 

3.1   故障风险预警征兆样本

选取普惠公司的 PW4056系列发动机为故障

风险预警研究对象[19]，其巡航工况状态为：海拔高

度 H=10 700 m，飞行马赫数 Ma=0.395 518，推力

Fn=47.01 kN。航空发动机故障风险预警征兆样本

分类如表 1所示。选择 8种性能参数：高压转子

转速 N1、低压转子转速 N2、风扇压比 πf、增压级

压比 πlc、压气机压比 πhc、高压压气机进口总温

T25、低压涡轮排气温度 T5 和耗油量 Wf 的参数偏

差。共 20种故障类型，每类故障类型对应一种故

障现象与不同预警征兆变化量。

由于需要通过航空发动机故障数据样本识别

初期征兆，以对故障进行风险预警，因此给出不

同故障对应的风险预警征兆变化量，当模型中的

样本变化量达到预警征兆变化量时，模型将识别

故障风险并形成预警模式，在初步预警模式形成

阶段，发动机处于隐性异常状态，应立即采取防

御或控制措施，使发动机回归正常状态。

风险预测征兆标签在故障风险预警模型中表

示已热编码化，采用 y0～y19 标识转化后的二进制

编码，以故障类型 F1～LT1为例，部分征兆预测

对应关系如表 2所示。

根据发动机实际工作环境对性能参数的影响，

使用发动机故障风险预警征兆偏差作为原始样本

进行仿真模拟，20类故障类型各仿真获得 9 600

个样本数据。

t0

l σ

Nrand

根据式（14）采集故障风险预警样本，其中

为原始样本， 为环境造成的一般干扰， 为正态

分布标准差， 为正态分布随机数：

 

人因

隐性异常状态

预防维修状态

失效状态故障状态正常状态

环境

航空发动机故障风险预警模型

故障风险预警征兆样本

风险预警征兆信号预处理

风险预警征兆训练集

高斯噪声

风险预警征兆测试集

灰度图样本

待检测

风险预警征兆验证集

软阈值化深度注意力机制网络 深度残差网络

航空发动机故障风险预警

航空发动机故障风险预警征兆诊断

修正模型

分层抽样

反归一化

归一化

数据融合

图 5    基于改进 DRSN的故障风险预警流程

Fig. 5    Fault risk early warning process based on improved DRSN

第 2 期 毛浩英等： 基于改进 DRSN的航空发动机故障风险预警模型

20210473-5



t = t0+ l ·σ ·Nrand （14）
 

3.2   预警征兆样本预处理

为体现基于真实环境的 PW4056系列发动机

状态变化，验证深度注意力机制与软阈值化对于

噪声干扰的抑制性，将故障风险预警征兆样本标

准化，加入信噪比为 5的高斯噪声，形成较大的噪

声干扰。如图 6所示，以故障类型 F1的第一列序

列样本为例，将添加噪声故障风险预警征兆样本

与原样本进行对比。

由于深度学习模型输入多为图片类型，将添

加噪声后的故障风险预警征兆样本由数组格式矩

阵化后转化为灰度图格式。8种性能参数偏差值

在数据样本中作为 8类特征，形成灰度图的 1×8
格式的像素点，在每类故障类型样本文件中每次

 

表 1    故障预警征兆样本分类

Table 1    Classification of fault warning symptom samples

故障类型 故障现象 预警征兆变化量/%

F1 风扇叶片结垢 风扇折合流量下降 7

风扇效率下降 2

F2 风扇叶片顶端间隙变大（磨损） 风扇折合流量下降 4

F3 风扇叶片受外物损伤 风扇效率下降 5

F4 风扇叶片腐蚀 风扇效率下降 2

LC1 增压级叶片结垢 增压级折合流量下降 7

增压级效率下降 2

LC2 增压级叶片顶端间隙变大（磨损） 增压级折合流量下降 4

LC3 增压级叶片受外物损伤 增压级效率下降 5

LC4 增压级叶片腐蚀 增压级效率下降 2

HC1 压气机叶片结垢 压气机折合流量下降 7

压气机效率下降 2

HC2 压气机叶片顶端间隙变大（磨损） 压气机折合流量下降 4

HC3 压气机叶片受外物损伤 压气机效率下降 5

HC4 压气机叶片腐蚀 压气机效率下降 2

HT1 高压涡轮叶片结垢 高压涡轮折合流量下降 6

高压涡轮效率下降 2

HT2 高压涡轮喷嘴腐蚀 高压涡轮折合流量增加 6

HT3 高压涡轮叶片磨损 高压涡轮折合流量增加 6

高压涡轮效率下降 2

HT4 高压涡轮叶片机械损伤 高压涡轮效率下降 5

LT1 低压涡轮叶片结垢 低压涡轮折合流量下降 6

低压涡轮效率下降 2

LT2 低压涡轮喷嘴腐蚀 低压涡轮折合流量增加 6

LT3 低压涡轮叶片磨损 低压涡轮折合流量增加 6

低压涡轮效率下降 2

LT4 低压涡轮叶片机械损伤 低压涡轮效率下降 5
 

表 2    故障风险预警征兆预测

Table 2    Prediction of fault risk early warning signs

故障类型 ∆N1/% ∆N2/% ∆πf /% ∆πlc/% ∆πhc/% ∆T25/% ∆T5/% ∆Wf /% 预警征兆

F1 3.588 6 3.058 3 −1.268 9 0.266 9 4.776 8 1.933 8 4.034 6 7.159 5 y0

LC1 3.579 2 −0.018 3 0.563 7 −8.966 6 7.141 6 −0.440 2 3.453 2 1.675 0 y4

HC1 1.113 8 0.002 1 0.262 7 3.656 5 −4.215 3 0.297 0 1.630 3 1.116 9 y8

HT1 1.846 0 −0.028 8 −0.074 6 −0.845 6 7.588 7 0.026 5 −0.147 5 0.083 4 y12

LT1 −4.652 2 −0.062 1 0.242 9 5.662 5 −7.242 0 0.524 8 2.269 7 1.270 1 y16
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取 32个样本序列存入形式为 16×16的矩阵，该

矩阵通过灰度图转化可获得 16×16的正方形像

素点。

将 20种故障样本序列随机打乱，取其中一条

时间序列样本转化为 16×16的灰度图片格式如

图 7所示。
 
 

图 7    添加噪声的灰度图样本

Fig. 7    Gray image sample with noise added
 

采用数据融合的形式，对 F1至 LT4的 20个

故障集分层抽样，以 16×16的灰度图为一个样本，

分别得到 300个时间序列样本，将提取后的样本

随机打乱融合，预处理并增强融合后的图像数据

样本，其样本总数为 6 000。 

3.3   故障风险预警模型实现

DRSN模型在加入 LSTM层后，训练速度明

显加快，改进 DRSN模型与原 DRSN模型相比，

以提前 633.2 s的优势到达第 50个批尺寸量，即

第 50个批尺寸量（epoch），改进 DRSN模型运行

速度约为原模型速度的 2.2倍。

累积可解释方差贡献率如图 8所示。

为体现模型训练结果可读性，提取故障风险

预警模型网络隐层的特征数据，通过 PCA计算特

征贡献率。

由图 8可以看出在特征维度为 2时，两个重

构特征的贡献率分别为 51.7%与 42.0%，加和已

经达到 93.7%，因此可选择通过 PCA重构维数为

2的特征。

在图 9中，利用 PCA抓取重构特征与标签主

元关系，实现隐层重构特征数据可视化，其中横

纵坐标为数据重构后的二维特征数值范围。重构

的二维样本特征与 20种故障征兆相关联，四幅子

图同时对应 1）风扇叶片、2）增压级叶片、3）压气

机、4）高压涡轮、5）低压涡轮等不同结构的 5种

故障风险预警征兆分类。

将添加信噪比为 5的高斯噪声的故障风险预

 

原预警征兆样本
添加噪声预警征兆样本
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量
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图 6    噪声预警征兆样本与原样本对比

Fig. 6    Comparison between noise warning symptom samples

and original samples
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图 8    累积可解释方差贡献率

Fig. 8    Cumulative interpretable variance contribution rate
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警征兆灰度图数据样本输入改进网络结构，并进

行训练。模型的ROC曲线（receiver operating charac-

teristic curve）如图 10所示。

图 11为故障风险预警混淆矩阵热力图。为

衡量模型的有效性，将航空发动机故障风险预警

征兆数据样本分类，得到 20种故障风险预警征兆

分布情况。在 400个 epoch后，模型预测的准确

率为 94.9%，训练精度为 96.1%。 

3.4   模型试验对比

图 12与图 13分别为预警征兆样本训练集与

验证集灰度图样本的准确率曲线和损失曲线。

由图 12与图 13可看出在 50个 epoch前，改

进 DRSN模型的准确率已达到 80%以上，随着

epoch的增加，模型的训练准确率与验证准确率

逐渐向 1收敛，且模型训练与验证的损失曲线在

400个 epoch时已接近 0.2，因此损失代价较小。

为验证航空发动机故障风险预警模型的优越

性，与 DRSN模型、传统模式识别技术和机器学

习等网络模型进行比较，文献 [20]运用高斯分布

（gaussian  distribution） 、混合高斯分布 （mixed  of
gaussian function，MOG）等方法预测故障分类，文

献 [21]利用机器学习模型诊断发动机故障，涉及

邻近算法（k-nearest neighbor，KNN）、k均值聚类

算法（k-means  clustering  algorithm）、 SVM、BP神

经网络等。使用相同故障风险预警征兆样本进行

准确率对比。8种模型的准确率如表 3所示。
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图 9    模型特征数据重构

Fig. 9    Model feature data reconstruction
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图 10    故障风险预警模型 ROC曲线

Fig. 10    ROC of fault risk early warning model
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由表 3可看出，改进的 DRSN故障风险预警

模型输入的数据维度可达二维，将原始数据集与

添加噪声的数据集放入改进模型训练，都达到了

较高的准确率，因此算法在噪声层面具有较强的

鲁棒性。同时改进模型能够有效抑制样本噪声，

与其他机器学习和深度网络算法相比，准确率平

均至少提高了 4.4%。

一般的数学模型或机器学习模型大部分用于

处理低维数据，DRSN网络模型作为深度学习模

型，常用于处理输入数据维度为三维的彩色图像，

在相同的时间里，DRSN网络模型可处理特征更

加复杂、数据量更加庞大的二维数据样本，因此

原 DRSN模型在学习数据样本速率上与一般模型

相比更为优秀。

选择训练网络模型的计算机设备处理器为

Intel i7-1070 CPU，显卡型号为 NVIDIA RTX2080
SUPER GPU。DRSN模型在加入 LSTM层后，训

练速度明显加快，改进 DRSN模型与原 DRSN模

型相比，以提前 633.2 s的优势到达第 50个 epoch，
原 DRSN模型训练速度在深度学习算法中速率较

快，改进 DRSN模型运行速度约为原模型速度的
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图 11    预警征兆混淆矩阵

Fig. 11    Confusion matrix of early warning signs
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Fig. 12    Accuracy curve of the model

 

1.0
0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1

0
0 50 100 150 200 250 300 350 400

损
失

率

批尺寸量

训练损失
验证损失

图 13    模型损失曲线
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2.2倍。在同类别深度学习模型中，改进 DRSN模

型运行效率显著提升。 

4    结　论

为识别航空发动机在隐性异常状态中的风险

征兆，提出了改进 DRSN航空发动机故障风险预

警模型，该模型有良好的鲁棒性，训练不同数据

集都具有较高的故障风险预警准确率。

1）  将航空发动机故障风险预警多变量时间

序列样本归一化，转化成灰度图样本，为故障风

险预警模型提供二维数据的输入；

2）  预处理图像数据样本并实现增强样本技

术，提高数据精度，将序列样本标签热编码化，增

强了模型稳定性；

3）  在模型中融入深度注意力机制网络与残

差收缩块结合的子网络，将样本信号在深度注意

力机制下软阈值化，有效地抑制了冗余信息、实

现了数据样本降噪；

4） 引入 LSTM层与 PCA算法，重构隐层特征

维度，投影主元到二维，对潜在的 20种故障类型

分类预警，可解决反向传播时梯度弥散问题，极

大提升了模型训练速度。
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